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Abstract: 
In recent years, multimodal large language models (Multimodal Large Language Models, MLLMs) represent-
ed by LLaVA and Qwen-VL have achieved remarkable breakthroughs in tasks such as image understanding 
and visual question answering. However, the prohibitive computational and storage overhead brought by 
their billions or even hundreds of billions of parameters severely constrains the feasibility of on-device de-
ployment. To this end, this paper adopts a systematic literature review methodology, retrieving and screening 
68 core publications from six major academic databases spanning 2018 to 2025, and provides a panoramic 
survey of the MLLM knowledge distillation technology landscape. The study reveals that knowledge distilla-
tion has formed three core methodological categories—response, feature, and relation distillation—and has 
given rise to emerging paradigms including visual encoder distillation, cross-modal alignment distillation, 
and end-to-end instruction-tuning distillation. Quantitative analysis shows that LLaVA-MoD (2B) achieves 
95.5% of the teacher model's performance on ScienceQA [20]; TinyLLaVA (3.1B) achieves 51.5% on Text-
VQA [46]; and MobileVLM-3B achieves 59.0% on GQA with only 43% of the parameters of LLaVA-7B [41]. 
Overall, knowledge distillation has become a key enabling technology for on-device deployment of MLLMs. 
Nevertheless, how to strike a balance among cross-modal knowledge preservation, heterogeneous hardware 
adaptation, and extreme compression efficiency remains a core challenge urgently to be addressed in this 
field.
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1 引言

2023 年以来，以 GPT-4V[52]、LLaMA[53] 为代表的大规模语言模型与以 CLIP[3]、LLaVA[5]
为代表的视觉语言模型（Vision-Language Model, VLM）快速迭代，推动多模态大模型（MLLM）

在图像理解、视觉问答和跨模态推理等任务上取得了突破性进展 [24]。后续涌现的 BLIP-2[54]、
InstructBLIP[55]、mPLUG-Owl[56] 和 Qwen-VL[57] 等模型进一步证实了 " 冻结视觉骨干 + 桥接投影

层 + 指令微调 LLM" 这一技术路线的有效性，多项基准的最优记录被反复刷新。但硬币的另一面是，
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上述模型的参数量普遍在 7B 至数百 B 之间，由此带来的显存占用（以 LLaVA-1.5-13B 为例，FP16
推理需约 26GB 显存）和推理时延问题，使其在智能手机、车载终端、IoT 网关等算力受限的实际部

署环境中几乎无法直接运行 [9]。大语言模型本身也面临偏见、安全性等风险 [30]，轻量化部署在降

低成本的同时还有助于减少潜在风险的扩散范围。在此背景下，如何在保留模型核心能力的前提下

实现轻量化部署，已成为多模态人工智能领域亟待解决的关键问题。

在众多模型压缩技术中，知识蒸馏（Knowledge Distillation, KD）因其独特的 " 师徒传承 " 机制而

备受关注。具体而言，该方法通过引导轻量化学生模型模仿大型教师模型的输出分布、中间层表征

乃至推理路径，实现了压缩率与性能保留之间的有效平衡 [35]。回溯其发展脉络，2015 年 Hinton 等

[2] 首次将温度缩放引入分类网络的软目标训练，奠定了该领域的方法论基石；此后十年间，蒸馏的

适用范围沿 "分类→检测→NLP→多模态 "的轨迹持续拓展 [12]。相较于直接压缩参数数值的量化 [60]
[61]、裁剪冗余结构的剪枝 [62][68] 以及限制更新秩的 LoRA[64]，蒸馏真正的不可替代性在于它能迫

使学生模型习得教师的决策逻辑与跨层语义关联，而非仅仅复制权重的数值模式 [25]。面对 MLLM
带来的新挑战 —— 跨模态知识传递、模态间异构性处理、开放域推理场景的蒸馏效果保持 —— 知

识蒸馏技术正在持续演进 [16][42]。然而，截至目前，专门面向 MLLM 的蒸馏方法仍缺乏系统性梳理，

技术路线分散、评估体系不统一的现状亟待改变。

回顾已有综述工作，Gou 等 [35] 侧重通用知识蒸馏的方法论梳理，Moslemi 等 [18] 聚焦蒸馏的应

用场景分析，Xu 等 [12] 则将视角限于纯语言大模型的蒸馏。相比之下，将跨模态蒸馏、视觉编码器

压缩与端到端轻量化部署三条线索整合讨论的专题综述仍付阙如。区别于上述工作，本文的独特贡

献在于将跨模态蒸馏、视觉编码器压缩与端到端轻量化部署纳入统一分析框架。全文组织如下：第 2
章阐述文献检索策略与质量评估方法；第 3 章从基础蒸馏理论出发，逐步深入至 MLLM 特有的多模

态蒸馏方法；第 4 章通过定量对比揭示不同技术路径的优劣，并剖析核心技术瓶颈；第 5 章凝练主

要发现并提出未来研究方向 [2][12][35]。

图 1  多模态大模型知识蒸馏通用架构
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2 研究方法

图 2  知识蒸馏技术演进时间线（2015-2025）

2.1 文献检索与筛选

本研究遵循系统性文献综述方法论，于 2024 年 9 月至 2025 年 1 月期间，在 Web of Science、
Scopus、IEEE Xplore、arXiv 以 及 中 国 知 网（CNKI） 和 万 方 数 据 库 中 实 施 多 轮 检 索， 覆

盖 2018 至 2025 年发表的文献。英文检索采用五组核心词 ——"knowledge distillation""model 
compression""multimodal large language model""vision-language model""efficient inference"；中文检索

则围绕 " 知识蒸馏 "" 模型压缩 "" 多模态大模型 "" 轻量化部署 " 四个主题词展开。为确保检全率与

检准率的平衡，构建了布尔逻辑组合检索式：("knowledge distillation" OR "model compression") AND 
("multimodal" OR "vision-language") AND ("LLM" OR "foundation model")，并辅以引文追溯和专家推

荐进行补充检索 [18][35]。

文献筛选严格遵循 PRISMA 2020 声明的流程框架，经历了四轮逐级过滤：第一轮数据库检索命

中 408 篇候选文献；第二轮通过 DOI 与标题去重缩减至 272 篇；第三轮由两位研究者独立审读标题

与摘要后保留 136 篇；第四轮经全文精读与交叉核验最终纳入 68 篇。纳入标准：①聚焦知识蒸馏或

MLLM 压缩；②发表于同行评审期刊或顶级会议；③提供可验证的实验结果。排除标准：①偏离核

心议题；②数据不完整；③缺乏同行评审的预印本（arXiv 除外，需引用次数 ≥10）[9][25]。

2.2 分析框架与质量评估

本研究从三个维度展开系统分析：技术分类维度，依据蒸馏方式（响应 / 特征 / 关系蒸馏）、师

生架构（单 / 多教师）及模态适配策略（单模态 / 跨模态）进行分类 [9][35]；应用场景维度，围绕

视觉问答、图像描述、边缘部署等场景分析蒸馏策略的效果 [18][25]；时间演进维度，梳理从早期

Hinton 等 [2] 的软标签蒸馏，经 FitNets[8] 的特征蒸馏，到面向 MLLM 的跨模态蒸馏的技术演进路径

[35]。

文献质量评估综合考量四个维度：期刊与会议级别，优先纳入 CCF-A/B 类或 JCR Q1/Q2 区期刊

成果；引用影响力，以引用次数作为学术影响力的量化参考，如 Gou 等 [35] 综述引用退 3800 次，

Xu 等 [12] 综述引用超 500 次；方法论规范性，评估实验设计的严谨程度与结论的可重复性；时效性，

重点关注 2022 年以来反映最新进展的研究成果，同时纳入具有重要奠基意义的经典文献 [9][25]。纳

入的 68 篇文献中，2023-2025 年发表的文献占比超 70%，确保了对前沿进展的充分覆盖。
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3 知识蒸馏技术体系与分类

3.1 知识蒸馏基础回顾

知识蒸馏的基本思想是构建教师 - 学生框架，让轻量模型从大模型中 " 继承 " 知识。值得注意的

是，这里的 " 知识 " 并非模型参数本身，而是教师模型输出中蕴含的、超越硬标签的丰富语义信息 [2]。
按照所传递知识的层次，现有方法可划分为三条技术路线：其一，响应蒸馏的核心操作是对教师网

络最后一层 logits 施加温度参数 T（通常取 3~20）进行概率软化，学生在此软化分布上以 KL 散度为

目标函数进行优化 ——T 越大，概率分布越平滑，类间暗知识暴露越充分 [2][17]；其二，特征蒸馏

则深入网络内部，要求学生在指定中间层逼近教师的隐层激活。Romero 等 [8] 在 FitNets 中率先引入

" 提示层 " 概念来桥接师生不同宽度的网络，Zhang 等 [29] 进一步提出捕捉成对样本关系与全局结构

信息的结构化蒸馏方案；关系蒸馏传递样本间结构关系，Liu 等 [31] 提出多粒度结构知识蒸馏，从

词元级到跨样本结构层次联合传递知识，有效弥补了单粒度方法的语义损失。Fu 等 [34] 提出 LRC-
BERT，通过潜在表示对比蒸馏在自然语言理解任务上实现了高效压缩，证明了对比学习与蒸馏结合

的有效性。Li 等 [25] 的综述指出，三类蒸馏方法在不同任务上各有优势，实际应用中常结合使用以

取得最佳效果。

从师生交互模式来看，蒸馏存在两种基本范式：离线蒸馏预先固定教师模型参数，而在线蒸馏则

允许师生协同训练、相互促进 [17]。Gou 等 [17] 在此基础上进一步提出了正向传递与反馈调节相结

合的混合框架。当单一教师的知识不足以覆盖复杂任务时，多教师蒸馏应运而生 —— 尹淑婷等 [4]
即设计了一种自适应温度调控机制，其内部通过动态可学习温度模块灵活调节各教师知识的传递强

度，外部则采用多样化聚合策略整合来自不同教师的互补信息。Tian 等 [22] 通过整合多个大语言模

型的推理链实现推理能力迁移，Pan 等 [38] 提出 Meta-KD 框架实现跨领域的知识蒸馏迁移。此外，

剪枝与蒸馏的协同应用日益受到重视：Muralidharan 等 [15] 证明联合剪枝后仅用不足 3% 训练数据即

可媲美从头训练效果；LLM-Pruner[62] 和 Wanda[68] 分别从结构化剪枝和非结构化剪枝角度探索了大

模型压缩路径。Ganesh 等 [32] 和 Xu 等 [28] 系统总结了 Transformer 压缩范式，指出注意力机制蒸馏

与层级特征对齐是关键策略 [9][18][25]。

图 3  知识蒸馏技术分类体系

3.2 视觉编码器与跨模态对齐蒸馏

从架构角度看，当前主流 MLLM 均采用三段式设计 —— 视觉编码器负责提取图像特征，跨模态

投影层完成视觉 - 语言空间的对齐映射，LLM 骨干承担语言生成与推理 [5][27]。要压缩这样一个耦

合系统，首先需要解决的是视觉前端的参数冗余问题。

以 CLIP[3] 和 SigLIP[43] 为例，二者虽为 MLLM 提供了强大的图像语义编码能力，但其计算开

销不可小觑 —— 单个 ViT-L/14 视觉编码器即占用约 300M 参数、约 61GFLOPs 算力，对于内存带

宽受限的移动 SoC 而言已是沉重负担。Fang 等 [42] 在 EVA-CLIP 中将 CLIP 扩展至十亿参数规模

以追求更强的视觉表征，但这一做法进一步加剧了端侧部署的困难。针对这一矛盾，Wu 等 [44] 在
TinyCLIP 中设计了跨模态亲和力蒸馏（Cross-modal Affinity Distillation）机制并结合权重继承策略，

成功将 CLIP ViT-B/32 的参数量压缩至原来的一半左右，而在 ImageNet 零样本分类任务上的准确率
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损失仅为 2.1 个百分点。EfficientVLM[45] 则提出视觉编码器与语言模型的联合蒸馏策略，通过共享

投影空间减少视觉 - 语言表示的维度不匹配问题。BEiT-3[66] 从视觉 - 语言统一预训练的角度，将图

像视为外语进行建模，为视觉编码器蒸馏提供了新的架构基础。

跨模态对齐蒸馏是 MLLM 蒸馏的关键环节。投影层负责将视觉特征映射至语言模型的嵌入空间，

蒸馏过程中需确保学生模型的投影层能保留教师模型的对齐质量。Chen 等 [27] 提出 LION 框架，通

过双层视觉知识（局部细节 + 全局语义）增强 MLLM 能力，其蒸馏策略在视觉编码器与投影层之

间建立了双通道知识传递机制。Weng 等 [6] 提出跨模态蒸馏的零样本跨语言知识迁移方法，将英语

VQA 模型能力迁移至多语言场景，验证了跨模态蒸馏在多语言对齐中的有效性。

跨模态蒸馏的核心难点在于视觉特征（连续、高维张量）与语言特征（离散、语义符号）的异构性。

现有方法主要通过三种策略缓解该问题：特征投影对齐，通过线性或 MLP 投影层将视觉特征映射至

语言嵌入空间，BLIP-2[54] 的 Q-Former 和 LLaVA[5] 的线性投影是代表设计；注意力图迁移，将教

师模型的跨模态注意力分布作为蒸馏目标，EVA-CLIP[42]在视觉 -文本注意力对齐上取得了显著进展；

对比学习约束，利用 CLIP[3] 式的图文对比损失约束蒸馏过程中的语义一致性 [26]。这里有一个容易

被忽视但至关重要的前提条件：Chen等 [26]的实验表明，若教师模型自身的视觉 -语言对齐存在缺陷，

那么无论蒸馏策略如何精巧，学生模型的跨模态理解能力都将受限于教师的对齐天花板。这一发现

提示我们：在设计投影层蒸馏方案时，必须将预训练阶段的对齐质量纳入考量——若教师本身的视觉 -
语言桥接存在短板，则下游蒸馏的效果上限已被预先锁定。

3.3 LLM 骨干蒸馏与端到端方法

对 MLLM 而言，LLM 骨干的蒸馏面临双重约束：既要保留流畅的语言生成能力，又不能牺牲跨

模态推理的精度。Shu 等 [20] 提出的 LLaVA-MoD 框架为此提供了一个颇具启发性的解决方案 ——
该框架将稀疏混合专家（Mixture of Experts, MoE）结构嵌入小型 MLLM，并采用两阶段渐进式蒸馏：

先迁移视觉 - 语言对齐能力，再强化指令遵循能力。从实测数据看，该 2B 模型在 ScienceQA 基准上

的准确率为教师 7B 模型的 95.5%—— 这意味着参数量缩减至不到三分之一的同时，科学推理能力几

乎未受损 [20]。

MobileVLM[41] 采用不同路径，通过轻量化架构设计（MobileLLaMA 骨干）替代蒸馏，

MobileVLM-3B 在 GQA 上达到 59.0% 准确率，其核心创新在于针对移动端设计了轻量化下采样投影

器（LDP），将视觉 Token 数从 576 压缩至 144，大幅降低了 LLM 骨干的计算负担。TinyLLaVA[46]
的工作则传递了一个颇为反直觉的信息：制约小模型性能的瓶颈往往不是训练样本的数量，而是每条

样本的标注精度和语义丰富度。Zhou 等 [46] 在仅 3.1B 参数的模型上精心筛选高质量训练子集并调优

学习率调度策略后，TextVQA 得分升至 51.5%，ScienceQA 更达到 69.1%—— 后者反超了参数量为其

两倍以上的 7B 教师模型。MC-LLaVA[47] 进一步提出多分辨率视觉编码与轻量化连接器设计，在 2B
参数规模下实现与 7B 模型可比的视觉理解能力。MiniGPT-v2[49] 采用统一接口范式，通过任务标识

符实现多种视觉 -语言任务的统一处理，TinyGPT-V[50]则通过分阶段训练策略在极小骨干（Phi-2 2.7B）
上构建 MLLM。这些工作共同表明，LLM 骨干蒸馏的技术路线正从单一的知识迁移向「架构设计 +
数据蒸馏 + 训练策略」的综合优化演进。

端到端指令微调蒸馏是 2023 年以来的新兴方向。该范式利用大型教师 MLLM（如 GPT-4V[52]）
生成高质量指令 - 响应数据对，再用这些合成数据训练轻量学生模型，本质上是 " 数据蒸馏 "（Data 
Distillation）。这一范式最具说服力的案例来自 Liu 等 [5] 的 LLaVA 系列：研究者先借助 GPT-4V
自动生成约 15.8 万条涵盖复杂推理、细节描述与对话的视觉指令样本，再以此训练的 LLaVA-1.5-
13B 在包括 VQAv2、GQA 在内的 12 项基准中全面超越了同期最优方法。ShareGPT4V[48] 进一
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步将合成数据规模扩展至 120 万条高质量图文描述，显著提升了学生模型的视觉细节理解能力。

InstructBLIP[55] 则验证了指令微调在通用视觉语言任务上的泛化能力。LLMLingua-2[13] 从提示压缩

角度实现数据蒸馏，利用双向上下文替代因果语言模型，提高了压缩效率。Chen 等 [37] 将蒸馏应用

于生成对抗网络的轻量化，实现了图像翻译模型的便携化部署，为视觉生成类 MLLM 的蒸馏提供了

参考。

3.4 特定领域的蒸馏应用与协同压缩

知识蒸馏在特定领域的 MLLM 部署中展现出独特价值。Sun 等 [19] 将联邦学习与知识蒸馏结合，

构建 FKD-Med 框架，在保护医疗数据隐私的同时实现医学图像分割模型的轻量化。Li 等 [36] 提出跨

模态医学图像分割的在线互蒸馏方法，在 CT-MRI 跨模态场景下减少了对配对数据的依赖。陈帅等 [7]
将蒸馏应用于 φ-OTDR 光纤传感信号处理，Liu 等 [21] 利用大语言模型指导轻量网络实现时间序列异

常检测，验证了蒸馏方法在物理传感与时序分析领域的迁移潜力。Chen 等 [39] 将知识蒸馏应用于人

体活动识别，从手工特征中蒸馏知识以提升深度模型的泛化能力。Wang 等 [40] 则关注模型压缩中的

隐私保护问题，提出差分隐私约束下的知识蒸馏方法。值得一提的是，Elhenawy 等 [23] 将 MLLM 引

入旅行商问题（TSP）等组合优化场景，发现即使经过压缩的小型 MLLM 也能借助视觉推理给出具

有竞争力的近似解，为蒸馏后模型在运筹学领域的潜在应用打开了窗口。

蒸馏与其他压缩技术的协同应用日益重要。金等 [33]提出PQK框架，将剪枝、量化与蒸馏三者协同，

为边缘设备多任务部署提供系统方案。在量化方向，AWQ[60] 提出激活感知权重量化，GPTQ[61] 实
现了生成式预训练模型的精确训练后量化，LLM-QAT[67] 则提出无数据量化感知训练方法，这些工

作均可与蒸馏互补以进一步提升压缩率。QLoRA[65] 将量化与低秩适配结合，在 4-bit 量化下实现高

效微调，为蒸馏后的学生模型提供了二次压缩路径。PB-LLM[63] 探索了部分二值化大语言模型的可

行性，将权重压缩至极低比特。在国内应用层面，武成龙等 [1] 将 Long-CLIP 与蒸馏相结合用于多模

态虚假信息检测，实测结果显示模型体积缩小一半后推理耗时减少近 2 秒，而检测 F1 值的损失仅为

0.01，为中文社交媒体场景的端侧部署提供了可行性参考 [1]。M3-Embedding[11] 采用自知识蒸馏统

一多语言、多粒度文本嵌入，支持超过 100 种语言的语义检索。Xiao 等 [10] 设计异构互学习蒸馏机

制，支持不同架构间的知识传递。上述实践揭示了一个清晰的技术演进脉络：早期研究聚焦于单一

蒸馏方法的效果优化，而近两年的工作则转向探索蒸馏与结构剪枝的级联、蒸馏与训练后量化的联合、

以及跨机构联邦蒸馏三条并行路线，形成了多维度协同压缩的新格局。

4 对比分析与讨论

4.1 MLLM 轻量化方法的定量对比

为系统评估不同蒸馏与轻量化方法的效果，表 1 汇总了代表性 MLLM 在主流基准上的性能对比。

表 1 代表性轻量化 MLLM 性能对比

方法 参数量 ScienceQA TextVQA GQA MMBench 压缩策略 出处

LLaVA-1.5-7B（教师） 7B 66.8 58.2 62 64.3 — [5]

LLaVA-MoD-2B 2B 63.8 — — — MoE+ 渐进蒸馏 [20]

MobileVLM-3B 3B — — 59 59.6 轻量架构设计 [41]

TinyLLaVA-3.1B 3.1B 69.1 51.4 60.3 — 数据质量 + 训练优化 [46]
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MC-LLaVA-2B 2B — 48.7 57.2 58.1 多分辨率 + 轻量连接器 [47]

MiniGPT-v2-7B 7B — — 60.1 — 统一指令微调 [49]

TinyGPT-V-2.8B 2.8B — — 33.6 — 分阶段训练 + 小模型 [50]

注：ScienceQA、TextVQA、GQA、MMBench均为准确率（%）。"—"表示原论文未报告该指标。数据来源均为各原论文。

从表 1 可见，蒸馏与轻量化方法在 2-3B 参数规模即可达到 7B 教师模型 60%-95% 的性能水平。

TinyLLaVA-3.1B 在 ScienceQA 上甚至超越了教师模型 LLaVA-1.5-7B（69.1 vs 66.8），表明数据质量

优化可部分补偿参数量差距 [46]。值得注意的是，TinyGPT-V-2.8B 在 GQA 上仅达到 33.6%，远低于

同等参数规模的其他方法，说明单纯缩小骨干模型而缺乏有效蒸馏策略会导致显著性能退化 [50]。不

同方法的技术路径存在互补性：LLaVA-MoD侧重MoE结构蒸馏 [20]，MobileVLM侧重架构设计 [41]，
TinyLLaVA 侧重训练策略 [46]，MC-LLaVA 侧重视觉编码器优化 [47]。MMBench[58] 和 POPE[59] 等
新型基准的出现为 MLLM 评估提供了更全面的维度，有助于揭示不同轻量化方法在幻觉控制、多维

能力等方面的差异。

表 2 从技术特征维度对比三类基础蒸馏方法在 MLLM 场景下的适用性。

蒸馏类型 知识来源
MLLM 适用

组件
优势 局限性 代表工作

响应蒸馏 教师输出层 LLM 骨干 实现简单、训练稳定
丢失中间层跨
模态信息

Hinton[2]、LLaVA-MoD[20]

特征蒸馏 中间层表征
视觉编码器、

投影层
保留跨模态对齐语义

异构架构需设
计对齐策略

FitNets[8]、LION[27]、TinyCLIP[44]

关系蒸馏 样本间关系 全局结构 捕捉跨模态结构知识计算开销较高 Liu[31]、M3-Embedding[11]

                                  

图 4  三类蒸馏方法技术特点对比

4.2 技术挑战分析

MLLM 知识蒸馏面临三个层面的核心挑战。

模态异构性挑战：视觉特征为连续高维张量（如 ViT 输出的 196×768 序列），语言特征为离散语
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义符号（词元 embedding），两者在蒸馏时的特征对齐存在本质困难。现有投影层蒸馏方法虽能缓解

维度不匹配，但跨模态语义一致性的保持仍缺乏理论保障 [16][26][42]。特别是在开放域推理场景中，

教师模型的视觉 - 语言联合推理路径难以通过简单的特征对齐完整迁移 [9][14]。

师生架构不匹配带来的挑战同样棘手。举例而言，若教师采用稀疏 MoE 结构而学生为稠密网

络，或教师使用 ViT-L 而学生仅为轻量 CNN，则专家路由逻辑、注意力头数等结构性知识在迁移过

程中必然遭受损耗。Shu 等 [20] 在 LLaVA-MoD 中尝试了 MoE→ 小模型的跨架构蒸馏并取得初步

成效，但通用的异构蒸馏框架迄今仍是空白。一组数据可以佐证架构选型的关键性：Chu 等 [41] 的
MobileVLM-3B（MobileLLaMA 骨干）在 GQA 上取得 59.0%，而 Yuan 等 [50] 的 TinyGPT-V（Phi-2
骨干，2.8B）仅有 33.6%，二者参数量相近却相差逾 25 个百分点。Ma 等 [62] 在 LLM-Pruner 中提出

的 " 先剪枝塑形、再蒸馏填充 " 两阶段方案，为缓解此类架构鸿沟提供了一条可操作的路径 [15]。

评估体系挑战：现有 MLLM 评估主要依赖 ScienceQA、TextVQA 等单任务指标，缺乏对「参数

量 -FLOPs- 推理延迟 - 性能」四维权衡的综合评估框架。MMBench[58] 和 POPE[59] 等新型基准虽

然提供了多维评估能力，但不同轻量化方法在不同基准上的表现差异仍然显著（如表 1 所示）。以

TinyLLaVA 为例，其在 ScienceQA 上反超教师模型，但 TextVQA 得分仅为 51.4%，二者落差显示出

轻量化对不同认知能力的侵蚀程度是高度不均匀的。从理论视角审视，Kaplan 等 [51] 所建立的参数 -
性能幂律虽为纯语言模型提供了良好的预测工具，但在涉及视觉编码器、投影层与 LLM 骨干三组件

耦合的多模态场景中，该规律的适用边界尚不明确。因此，构建面向 MLLM 的统一效率 - 性能帕累

托评估框架已成为当务之急 [9][18]。

除上述挑战外，硬件感知约束在蒸馏流程中的缺位也不容忽视。以高通骁龙 8 Gen3 和苹果 A17 
Pro 为例，移动端 NPU 与 GPU 的算子支持存在显著差异，蒸馏生成的学生模型若未考虑目标芯片的

内存带宽瓶颈与算子兼容性，将难以实现预期的推理加速效果 [15][33]。另一个容易被忽略的问题是，

预训练阶段与指令微调阶段对蒸馏的需求截然不同 —— 前者要求迁移通用的视觉 - 语言对齐能力，

后者则需保留面向特定任务的推理技巧，这意味着两个阶段的蒸馏损失函数需要分别设计 [5][20][55]。

蒸馏效果是否存在难以逾越的 " 天花板 " ？现有实证给出了值得警惕的信号。将三种约 3B 规

模的模型在 GQA 上的表现并列对比可以发现：经过精心蒸馏设计的 MobileVLM-3B 取得 59.0%、

TinyLLaVA-3.1B 取得 60.3%，而缺乏针对性蒸馏策略的 TinyGPT-V（2.8B）仅有 33.6%[41][46][50]。
后者与前两者之间近 26 个百分点的鸿沟表明，在参数量降至 3B 以下的极端条件下，若蒸馏策略设

计不当，多模态思维链（Chain-of-Thought）等高阶推理能力的迁移将遭遇根本性障碍。

5 结论与展望

5.1 主要研究发现

本文系统梳理了 68 篇相关文献，对 MLLM 知识蒸馏技术体系进行了全面分析。主要发现包括：

第一，知识蒸馏已形成响应蒸馏、特征蒸馏和关系蒸馏三类核心方法，并在 MLLM 场景下衍生

出视觉编码器蒸馏、跨模态对齐蒸馏和端到端指令微调蒸馏等新范式 [2][9][35]。三类方法各有优势：

响应蒸馏实现简便且训练稳定，适用于 LLM 骨干压缩；特征蒸馏能保留跨模态对齐语义，适用于视

觉编码器与投影层蒸馏；关系蒸馏擅长捕捉跨模态结构知识，但计算开销较高（表 2）。

第二，定量对比表明，2-3B 参数的轻量 MLLM 已可达到 7B 教师模型 60%-95% 的性能（表 1），

尤为值得注意的是，Zhou 等 [46] 的 TinyLLaVA 仅凭 3.1B 参数便在 ScienceQA 上以 69.1% 的准确率

反超 7B 教师（66.8%），这一 " 以小胜大 " 的案例有力地揭示了训练数据质量对弥合参数差距的关
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键作用。然而，TinyGPT-V-2.8B 在 GQA 上仅达 33.6% 的案例警示，缺乏有效蒸馏策略的简单模型缩

放会导致严重性能退化 [50]。蒸馏、架构设计与数据优化三条技术路径呈现互补态势 [20][41][46]。

第三，蒸馏与剪枝 [62][68]、量化 [60][61] 的协同应用在资源受限场景下具有显著实用价值。

PQK[33]、AWQ[60]、GPTQ[61] 等工作证明了多种压缩技术联合使用的有效性，「蒸馏 + 量化 + 微调」

的三阶段轻量化流水线正在成为工业界的主流实践 [1][15][33][64][65]。

5.2 未来研究展望

跨模态蒸馏的理论基础有待深化。现有方法多依赖经验设计，未来需建立统一的跨模态蒸馏理论

框架，解决视觉 - 语言异构特征对齐的理论保障问题 [16][42]。

另一个值得深入探索的方向是动态自适应蒸馏机制。现实部署场景高度多样化 —— 从算力

充裕的云端到资源极度受限的边缘设备，蒸馏策略需要具备按需调节压缩率与精度折中的弹性。

MobileVLM[41] 为移动端专门设计的 LDP 投影器已初步验证了硬件感知蒸馏的可行性，但距离真正

的 " 一次蒸馏、多端适配 " 目标仍有较大差距。与此相关的一个理论问题是 Scaling Law 在 MLLM 轻

量化中是否依然适用。Kaplan 等 [51] 在纯语言模型上验证的参数量 - 性能幂律关系，在多模态场景

下面临新的复杂性：视觉编码器、投影层和 LLM 骨干三个组件的参数应如何分配？目前尚无系统性

实证回答这一问题。尤其耐人寻味的是，TinyLLaVA[46]在 ScienceQA上超越 7B教师模型的现象表明，

精心设计的数据策略和训练配方有可能突破 Scaling Law 所预设的性能上限 [53]。

数据蒸馏与模型蒸馏的协同优化值得探索。LLaVA 系列 [5] 和 ShareGPT4V[48] 的成功表明，高

质量合成数据可部分替代模型结构蒸馏。一条尚未被充分开垦的技术路径是：能否让同一个教师模

型既扮演高质量训练样本的 " 生产者 "，又充当软标签知识的 " 传授者 " ？这种双重身份的融合在理

论上颇具吸引力，但实操层面的难题不容回避 —— 由教师自动生成的合成数据是否会引入系统性偏

差？ Ye 等 [56] 在 mPLUG-Owl 和 Bai 等 [57] 在 Qwen-VL 的开发实践中均发现，预训练与微调两个

阶段对数据粒度的需求截然不同，阶段划分的精细程度有时比模型架构本身更能左右最终性能。

训练后量化与蒸馏的协同已成为工业界落地热点。AWQ[60]、GPTQ[61] 等训练后量化方法与

知识蒸馏的联合应用，通过在蒸馏中模拟量化误差，使学生模型对低精度推理更具鲁棒性。LLM-
QAT[67] 的无数据量化感知训练进一步降低了量化蒸馏的数据依赖 [15][33]。LoRA[64] 和 QLoRA[65]
等参数高效微调方法与蒸馏的结合也值得关注，蒸馏后的学生模型可通过低秩适配进一步适配下游

任务，实现 " 蒸馏 + 微调 " 的两阶段轻量化流水线。

笔者认为，当前 MLLM 蒸馏研究的一个显著短板在于可解释性的缺失。具体而言，蒸馏究竟保

留了教师模型的哪些跨模态推理能力、又丢失了哪些细粒度视觉理解技能？对这一问题的回答目前

仍停留在经验层面。借鉴 EVA-CLIP[42] 中注意力图可视化的成功实践，结合探测分类器等归因分析

手段，有望为蒸馏效果的量化诊断提供可操作的工具链。

总体而言，MLLM 知识蒸馏正经历从单模态参数压缩到多模态能力迁移的范式转变。本文所构建

的「基础方法 → 组件蒸馏 → 端到端方法 → 协同压缩」四层分析框架，以及基于表 1 的「参数量 -
性能 - 效率」定量对比体系，旨在为后续研究者提供一份可复用的技术地图。唯有持续突破跨模态蒸

馏在理论与方法上的双重瓶颈，才能真正释放多模态智能在端侧场景中的应用潜力 [12][35]。
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